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CONSTRUIREA DENDROGRAMELOR ȘI ALTE APLICAȚII ÎN R
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ATENȚIE!

În această prezentare sunt (părți din) materiale 
recapitulative și sunt unele noi, pe care

le vedeți în premieră.

O bună parte dintre slide-uri le-ați văzut deja 
și le-ați conspectat! Nu o mai faceți încă odată!

Rolul lor este să pună materia nouă în context
(în plus aveți ocazia să și recapitulați).

Conspectați numai ce este nou și realizați aplicațiile,
de data aceasta în R!!! Canoco nu se ocupă de analize

de agregare/clasificare, ci de ordonare (după cum știți).



Conf. dr. I. Sîrbu - MDEM / AMV (BA I) 3

- ABORDAREA DISCONTINUĂ (A COMUNITĂȚILOR UNITARE,
A CARTĂRII COMUNITĂȚILOR, ABORDAREA INEGRALISTĂ)

- comunitățile sunt identificabile, delimitate, cu granițe bine definite
între ele etc. Principalele metode de studiu sunt cele de agregare sau clasificare.
(DISCONTINUUM APPROACH, în engleză).

- ABORDAREA CONTINUĂ (CONTINUUM APPROACH în engleză), sau
ABORDAREA INDIVIDUALISTĂ, ANALIZA DE GRADIENT

- nu există granițe distincte între comunități, se presupune că sunt
zone largi de tranziție între diferitele sisteme, modificările structurale și funcționale
se petrec treptat, gradual, continuu. Metodele de ordonare sunt bazate pe ideea analizei
de gradient a RV (și EV).

Clasificarea metodelor 
multivariate se poate baza
pe abordarea ...

discontină

continuă

1. Ne reamintim (sau: scurtă recapitulare) =
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Clasificarea anterioară este bazată pe abordare 
(discontinuă respectiv continuă)

O altă clasificare bazată pe metodă

Metode bazate pe (raportare la) gradienți 

Metode bazate pe distanțe și similitudini 



Teoretic și originar:

• Conceptul integralist/ discontinuu / al comunității 
servește ca bază pentru clasificare

• Conceptul individualist / de continuum / este baza 
pentru analiza de gradient sau de ordonare

• Avem nevoie de o hartă/sinteză etc. a categoriilor de comunități 
(sau tipologia obiectelor) - vom utiliza metode de clasificare

• Suntem interesați de modificarea structurii, funcțiilor, 
expresiilor etc. ale variabilelor de-a lungul unor gradienți (de 
mediu, politici, sociali, economici, culturali etc.) - vom alege 
metode de ordonare

Practic:
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Asocierile, similitudinile și distanțele, permit analiza
relațiilor dintre obiecte (ceea ce studiem: firme,
oameni, specii, sisteme, produse etc.) și/sau dintre
variabile (descriptori).

Oricărei matrici Y care conține valorile a p
descriptori (variabile) pentru n obiecte, i se pot
asocia cel puțin două matrici de asociere
(asemănare), și anume una care arată relații dintre
obiecte (analiza de tip Q) și o alta care descrie și
permite analiza relațiilor dintre variabile (analiza de
tip R). Atenție la ambiguitate în utilizarea lui ”R”!
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Fie Y o matrice cu n obiecte (rânduri) și p variabile sau
descriptori (coloane), i un increment care ia valori la de la 1 la
n și j un increment care ia valori întregi de la 1 la p.

Datele pe care le analizăm includ matricea Ynp = [obiecte x
descriptori], precum și două matrici asociate, pentru analiza
de tip Q este matricea Ann = [obiecte x obiecte], iar pentru
analiza de tip R matricea Bpp = [descriptori x descriptori].

Matricile A și B sunt pătratice și - de obicei - simetrice (nu
este obligatoriu).

7



Conf. dr. I. Sîrbu - MDEM / AMV (BA I)

A și B sunt matrici asociate 
sau de asociere (s. lat.)

8



Conf. dr. I. Sîrbu - MDEM / AMV (BA I)

1. Modul Q - similitudini
- analiza de similitudine pe date binare (descriptorii au valori de 1/0)

- indici simetrici
- indici asimetrici

- coeficienți pentru date cantitative și semicantitative
- simetrici
- asimetrici

2. Modul Q - distanțe
- (măsuri de) Distanțe metrice 
- distanțe semimetrice
- distanțe non-metrice

3. Modul R - PREDĂ ANA! coeficienți de dependență pentru variabile, 
pe date:

- cantitative (corelații, covarianțe)
- semicantitative
- calitative (analiza de asociere s. str.)

4. Pachete, funcții și atribute din softul (programul) R.

Synopsis (distanțe, disimilitudini, similarități)
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Metodele de clasificare sau agregare a obiectelor (sau a
descriptorilor) sunt operații prin care un set de obiecte/descriptori
este partiționat în două sau mai multe subseturi (agregate),
utilizând metode predefinite de aglomerare sau de diviziune
(această prezentare).

Metodele de ordonare bazate pe asemănări sau distanțe sunt
operații în care obiectele (sau variabilele) sunt reprezentate într-un
spațiu care conține mai puține dimensiuni decât setul original de
date; poziția relativă a elementelor proiectate în acest spațiu, poate
fi utilizată de asemenea pentru a construi agregate între acestea
(ați învățat deja). .
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Clasificarea sau gruparea/agregarea obiectelor (s.lat.) în clase și
vizualizarea relațiilor dintre acestea (de asemănare, înrudire, distanțe
etc.) sunt preocupări unanim recunoscute, practicate și răspândite,
nu numai în lumea umană cât și în cea animală. Bun / rău, gustos /
mai puțin gustos / rău la gust / nociv, prieten / indiferent / dușman
etc. sunt exemple tipice universale de unități de clasificare.

A clasifica obiecte în categorii sau clase este prerechizita pentru
denumirea lor.

A agrega, înseamnă a recunoaște obiecte suficient de similare care
pot fi amplasate în același grup, și totodată de a face distincții între
diferitele grupe de obiecte. La baza metodelor de acest gen stau
valorile relațiilor de asemănare, înrudire, dependență sau
asociere (similitudine sau distanțe) descrise anterior, respectiv
matricile obținute prin modul Q (între obiecte) și/sau R (între
variabile).
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Indiferent de metodă, unul dintre 
obiectivele finale este interpretarea 

structurii datelor

Rezumat schematic: 

Metode directe și indirecte de comparare și/sau 
ordonare, pentru analiza și interpretarea structurii 

datelor. 

Săgeată unidirecțională = inferența structurii.

Săgeată dublă = strategie de interpretare 

(după Legendre & Legendre, 2012)
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Rezultat final: 
înțelegerea structurii datelor, descrierea, 
explicarea, interpretarea și 
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Întrebare: ce aplicăm în studiul nostru, o metodă de ordonare
sau una de agregare (clasificare)? Există cel puțin două criterii:
cel teoretic (obiectele sunt distincte deoarece există criterii clare
de diferențiere, sau se modifică gradual, prin raportare la un
gradient?), și cel practic (ce vrem de la studiu: o cartare, o
clasificare, sau analiza unei dinamici de exemplu?).

În unele domenii ale cunoașterii cercetătorii caută (sau preferă
să identifice) cu preponderență clase (categorii): cine, cât
câștigă, cum sunt grupate cazurile de îmbolnăviri specifice pe
categorii de vârstă sau ocupații, în taxonomie etc.), în timp ce în
altele (ecologia sistemelor suprapopulaționale cu preponderență
în lumea modernă, efectele încălzirii globale etc.) studiile se
bazează mai degrabă pe analiza de gradient și utilizează metode
de ordonare. În acest atelier ne vom ocupa de prima categorie de
metode.
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Amintim aici că există un număr mare de cercetători din toate
domeniile care colaborează în cadrul unor societăți de clasificare,
iar din 1985 există o asociație umbrelă și anume International
Federation of Classification Societies. Prin opoziție există un
curent care afirmă că aceste metode sunt utilizate abuziv și că
încet dar sigur merită să fie, cel puțin parțial, înlocuite cu metode
de ordonare directe sau derivate.

Trebuie spus că în multe cazuri metodele de agregare sunt
euristice, descriptive și criteriile de grupare nu sunt univoce
sau (demonstrabil) evidente. Avantajul este că sunt simple,
rapide, ușor de înțeles și de interpretat și se pot reprezenta într-
un spațiu 2D, sub forma unei dendrograme, de exemplu. Mai nou
s-au dezvoltat și metode care combină pe cele aglomerative cu
cele de ordonare (inclusiv canonice) pentru a ilustra relații
complexe dintre datele multivariate.
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Rezultatul unui sistem de clasificare, sau al aplicării unei
(unor) metode de agregare a unor obiecte dintr-o masă oarecare,
se numește tipologie (un sistem de tipuri). Aceste clase sau tipuri
pot fi apreciate ca fiind naturale sau artificiale.

O partiție este o diviziune a unui set sau a unei colecții de
obiecte în subseturi, astfel încât fiecare obiect să aparțină unuia și
numai unui singur subset al partiției respective. O clasificare a
obiectelor poate să includă o singură partiție, sau mai multe
partiții ierarhice de obiecte sau descriptori, în funcție de modelul
de agregare utilizat.

Agregarea este o operație de analiză multidimensională
care constă în partiționarea unei colecții de obiecte sau de
descriptori (rânduri sau coloane într-o matrice de date primare).
Cele mai multe metode la care ne vom referi se aplică în egală
măsură atât pentru analizele de tip (mod) Q cât și (mod) R.
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Agregările sunt de două feluri: clare, univoce (crisp se mai
utilizeză în engleză) când grupurile sunt mutual exclusive
(oricare obiect aparține la un singur și numai la un singur grup
sau tip), sau pot fi vagi, respectiv metoda este (în eng.) fuzzy
clustering, când obiectele pot face parte din două sau mai
multe grupe, de obicei asociidu-li-se o anumită distribuție de
probabilități, frecvențe sau alte atribute cantitative.

După un alt criteriu există două categorii mari de metode de
clasificare: agregarea descriptivă, în care se evită clasificarea
eronată a obiectelor, fie și cu prețul desemnării sau al
recunoașterii de clase formate din obiecte singulare, și
agregarea sinoptică, în care obiectele sunt forțate să intre într-
una dintre clasele majore de agregate. În acest ultim caz
obiectivul este de a se construi modele generale conceptuale,
care definesc sau se integrează într-o realitate mai largă decât
cea la care se referă datele din studiu. 19



Metode de Agregare (Clasificare )

IerarhiceNon-ierarhice

Divizive
Aglomerative
(Analiza clasică

de clasificare 
ierarhică: 

ex. dendrograme)PoliteticeMonotetice
(ex. analiza de asociere s. str.) (ex. partiția în spațiu de

ordonare prin PCA, PCoA 
sau CA, sau prin TWINSPAN etc.)

(ex. partiționarea prin K-medii
<K-means> sau K-medoizi etc.)
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2. Modelul fundamental: clasificare prin metoda de
amalgamare a celui mai apropiat vecin sau prin relație
singulară (single linkage method sau single linkage clustering)

A     B     C     D     E
A 0

B 75.3   0

C 3.6   65.3   0

D 87.2  17.9  78.5   0

E 13.0  32.1  69.4  27.6    0

3.6

13.0

17.9

27.6

A     B     C     D     E
A 0

B 27.6   0

C 3.6   27.6   0

D 27.6  17.9  27.6   0

E 13.0  27.6  13.0  27.6    0

A C E B D
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Matrice de distanțe euclidiene între obiectele A - E

Matricea cofenetică între obiectele A-E

Dendrograma corespunzătoare 
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Graficul care grupează entităţile studiate după gradul de
asemănare dintre ele sau în funcţie de distanţa relativă, se
numeşte “dendrogramă” (gr. dendros = arbore: grafic în formă
de arbore) sau ”cladogramă”.

Distanța cofenetică (sau similaritatea cofenetică) a două
obiecte Y1 și Y2 este definită ca distanța sau similaritatea la care
acestea devin membrii ai aceluiași agregat în timpul grupării (așa
cum se realizează în timpul construirii unei dendrograme).
Fiecare dendrogramă se poate reprezenta în mod unic printr-o
matrice în care distanța sau disimilitudinea pentru fiecare pereche
de obiecte este distanța cofenetică, iar matricea acestora poartă
numele de matrice cofenetică. Ea este utilizată pentru a compara
diverse clasificări ale acelorași obiecte. Ordinea obiectelor într-o
matrice cofenetică, la fel ca ordinea lor într-o dendrogamă, nu are
nici o relevanță.
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Specie/Categorie de
habitat

1 3 4 6 10 20 23 24 25 26 28 29 30 Ni

Fi Oi B'i

Unio pictorum 24 48 4 8 16 25 6.17 1.85 0.073

Unio tumidus 7.1 57.1 7.1 21.4 7.1 14 3.46 1.04 0.054

Unio crassus 2 64 2 28 2 2 50 12.35 3.70 0.036

Anodonta cygnaea 4.7 41.9 13.9 14 7 4.6 9.3 2.3 2.3 43 10.62 3.18 0.113

Anodonta anatina 48.3 34.5 6.9 3.5 3.5 3.5 29 7.16 2.15 0.061

Sinanodonta woodiana 3.7 55.6 3.7 11.1 3.7 14.8 7.4 27 6.67 2.00 0.063

Pseudanodonta
complanata

88.9 11.1 9
2.22 0.67 0.008

Total habitate investigate 37 84 13 41 3 12 8 7 1 15 6 4 2
Total habitate = 405

Proporţia habitatelor (%) 9.14 20.7 3.21 10.1 0.74 2.96 1.98 1.73 0.25 3.70 1.48 0.99 0.49

Distribuţia speciilor de Unionidae din bazinele situate în interiorul arcului carpatic din 
România, pe categorii de habitate (extras după I. Sîrbu & A. Benedek, 2012)

Matricea de asemănare a NE ale speciilor de Unionidae din bazinul interior al 
arcului carpatic românesc, pe baza indicelui standardizat HS 

U.p.  U.t. U.c. A.c. A.a. S.w. P.c.
Unio pictorum 1.00                   
Unio tumidus 0.94 1.00       
Unio crassus 0.91 0.75 1.00       
Anodonta cygnaea 0.89 0.92 0.69 1.00     
Anodonta anatina 0.96 0.82 0.97 0.80 1.00
Sinanodonta woodiana 0.90 0.97 0.68 0.94 0.77 1.00
Pseudanodonta complanata 0.69 0.87 0.41 0.82 0.50 0.91 1.00

Exemplu 1:
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HS = standardized niche overlap or similarity index (Sîrbu, 2003)
pij, pik = proportion of habitats where the species j and respectively k were identified
ai = proportion or availability of habitat i within the researched area (Σai = 1)

Cluster analysis of the naiads habitats' dimension of ecological niches similarities
in the Transylvanian watershed

(Sîrbu, 2006; 
modified by 
Sîrbu and Benedek, 2012)

0.0 0.1 0.2 0.3 0.4 0.5

HS Niches Measure of Similarity or Overlap

P. complanata

A. cygnaea

S. woodiana

U. tumidus

A. anatina

U. crassus

U. pictorum

1.0 0.5

Exemplu 1 - continuare: 
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Exemplul 2:
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3. Panoplia metodelor

- Algoritmi secvențiali vs. simultani
Cei mai mulți algoritmi de agregare sunt secvențiali, în

sensul că metoda continuă să aplice șiruri recurente de operații la
toate obiectele. În algoritmii simultani soluția este obținută într-un
singur pas; aici se încadrează metodele de ordonare ș.a.
- Aglomerare vs. diviziune (metode aglomerative vs. divizive)

Procedurile de aglomerare pornesc de la partiția
discontinuă a tuturor obiectelor, adică obiectele sunt considerate
ca fiind distincte unele de altele. Ele sunt grupate treptat până
când toate sunt agregate într-un singur grup sau o clasă de obiecte.
Dimpotrivă, dacă toate obiectele sunt tratate ca un singur grup,
după care le despărțim în clase după anumite criterii, atunci
vorbim de metode divizive. Primele sunt mai populare, mai ușor
de controlat, de programat și de verificat.

26
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- Metode monotetice vs. politetice
Se aplică la tehnicile divizive: modelele monotetice

utilizează un singur descriptor pentru fiecare pas ca bază
pentru partiționare, pe când metodele politetice utilizează mai
mulți descriptori, care de obicei sunt combinați într-o matrice
de asociere, înainte de analiză.

- Metode ierarhice vs. non-ierarhice
În metodele ierarhice membrii din clasele sau agregatele

de rang inferior devin treptat membri ai agregatelor mai mari, de
rang superior. Metodele non-ierarhice produc o singură partiție
care optimizează omogenitatea din interiorul grupelor, în loc să
facă o serie de partiții care optimizează atribuirea ierarhică a
obiectelor la agregate. Unii recomandă restricționarea
termenului de ”agregare” la metodele non-ierarhice și a celui de
”clasificare” la metodele ierarhice.
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- Metode constrânse de agregare
Informații externe legate de designul de eșantionare

sau care implică variabile explicative, sunt utilizate în
algoritmul de agregare, pe lângă relațiile de
distanțe/asemănări dintre obiecte. Se folosesc mai frecvent în
metodele cu constrângeri de timp și de spațiu (se vor studia
cu altă ocazie). Noi vom studia o variantă: db-RDA (distance-
based redundancy analysis - o aplicație a metodelor de
ordonare directe pe matrici de similitudine/distanțe)

- Metode probabilistice vs. non-probabilistice
Metodele probabilistice includ modele de agregare

combinate cu indici probabilistici care asigură ca agregatele
să fie formate astfel încât matricile de asociere din interiorul
grupului să posede o anumită probabilitate de a fi omogene.
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4. Clasificarea/agregarea ierarhică

4.1. Agregarea la cea mai mică distanță sau prin
relație singulară (cel mai apropiat vecin, single linkage
agglomerative clustering)

Două grupe se unesc la cea mai mică distanță care
desparte obiectele acestora, adică cea mai mică valoare a
distanțelor dintre două obiecte din grupele diferite fiind distanța
la care se unesc cele două diviziuni. Înlănțuirea grupelor se
realizează permanent la cea mai mică distanță detectabilă între
obiectele care încă nu au fost grupate, până când toate sunt
incluse într-o singură mare clasă. Zgomotul datelor (fluctuații
aleatoare, erori etc.) afectează în mod determinant gruparea și
forma finală a dendrogramei, de asemenea ramurile vor fi lungi.
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4.2. Agregarea aglomerativă completă (cel mai îndepărtat
vecin, complete linkage)

Fuziunea (unirea) a două grupe de obiecte se face la distanța
cea mai mare care desparte obiectele acestora. Astfel, un obiect intră
într-un grup, dacă deja este legat de toate obiectele conținute de grupul
sau agregatul respectiv. În mod corespunzător, două grupuri fuzionează
numai dacă toate obiectele din primul sunt deja legate de toate din al
doilea. Graficele produse au însușiri opuse celor rezultate din prima
metodă, care comprimă spațiul. Dendrogramele dilată spațiul de
referință (sunt ”sferice”), ramurile sunt mai scurte și sunt preferate de cei
care vor să delimiteze agregate cu discontinuități (mai) clare între ele.
4.3. Agregare la distanțe intermediare sau criteriul conectanței

În agregarea intermediară criteriul de fuzionare pentru un obiect
sau al unui agregat cu un altul, este considerat satisfăcut, dacă o anumită
proporție din numărul total de legături posibile a fost atinsă. De exemplu
dacă criteriul conectanței (Co) este de 0.5, două agregate fuzionează
dacă au în comun (s-au realizat) 50% din toate legăturile posibile.
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4.4. Agregări medii (average clustering)
Una dintre cele mai populare și frecvent folosite este

agregarea medie (average clustering) care conservă
proprietățile metrice ale spațiului A; aceasta cuprinde patru
subclase de metode:

Medie artimetică Agregare centroidă
Ponderi egale Agregare medie aritmetică 

neponderată (UPGMA = 
unweighted arithmetic 
average clustering)
Metoda ”average” în 
funcția hclust( ) din stats
(R).

Agregare neponderată 
centroidă (UPGMC)
Metoda = ”centroid” în 
funcția hclust( ) din stats
(R).

Ponderi inegale Agregare aritmetică medie 
ponderată (WPGMA)
Metoda = ”mcquitty” în 
funcția hclust( ) din stats
(R)

Agregare centroidă 
ponderată (WPGMC)
Metoda = ”median” în 
funcția hclust( ) din stats
(R).
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a. În agregarea medie neponderată (UPGMA) sau mai
simplu ”gruparea medie” (average linkage în Systat, SAS etc.)
cea mai mică distanță (sau cea mai mare similitudine)
identifică viitorul agregat care se va forma. După acest
eveniment, se calculează media artimetică a distanțelor dintre
obiectul candidat la grupare și fiecare membru al grupului, sau
dacă sunt deja două agregate, între toți membrii (obiectele)
celor două grupuri preexistente. Toate obiectele au aceleași
ponderi în calcul. Matricea de distanțe este actualizată și redusă
în dimensiuni la fiecare pas de agregare. Acordând aceleași
ponderi, metoda presupune că obiectele din fiecare grup
formează o probă reprezentativă din grupul de referință al
populației de date studiate. Din acest motiv metoda se
recomandă a fi utilizată numai pentru design simplu
randomizat sau sistematic, atunci când rezultatele urmează a
se extrapola la o populație mai mare, de referință (populația
statistică). 32
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b - Agregare aritmetică medie ponderată (WPGMA)

Obiectele pot proveni din populații statistice de date cu
dimensiuni diferite, sau grupurile de obiecte pot fi de dimensiuni
diferite (probe din grupuri cu număr diferit de oameni, studenți
în număr diferit la diverse facultăți, obiecte sau probe din
habitate/regiuni de dimensiuni diferite etc.). Eliminarea de
grupuri de obiecte pentru a egaliza agregatele ar putea duce la
pierderea unor informații valoroase. Agregarea aritmetică medie
ponderată (WPGMA) rezolvă această problemă. Metoda acordă
ponderi egale la două ramuri sau agregate care urmează să
fuzioneze, indiferent de numărul de obiecte din acestea. Aceasta
înseamnă că ponderile vor modifica distanțele originale,
respectiv grupul mai mare va avea ponderi mai reduse în
distanțele care intră în calcul.
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c - Agregare neponderată centroidă (UPGMC)
Centroidul este considerat ca fiind obiectul tip al

grupului din agregatul respectiv. Poate fi un obiect anume sau
numai o reprezentare matematică a unuia. În spațiul A
coordonatele centroidului unui agregat sunt calculate prin
media coordonatelor obiectelor din agregatul cu pricina. De-a
lungul unei scări descrescătoare de distanțe, metoda fuzionează
obiecte sau agregate la cea mai mică distanță. La fiecare pas
membrii unui grup sau agregat sunt înlocuiți cu centroidul lor
comun (”punctul mediu”), iar acest centroid este considerat ca
reprezentând un nou obiect pentru restul procedurii de
agregare. În pasul următor se caută din nou perechea de obiecte
cu cea mai mică distanță, la care fuziunea este repetată. Și
această metodă se poate aplica pe orice distanță, cu
recomandarea să se limiteze la designul de eșantionare
simplu randomizat sau sistematic. 34
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d - Agregare centroidă ponderată (WPGMC)

Metoda a fost propusă de Gower (1967) pentru cazurile în
care numeroase observații sunt de un anumit tip sau aparțin la o
anumită categorie, la care se adaugă observații care nu sunt la
fel de bine realizate (deci design de eșantionare puternic
neechilibrat) sau sunt de alte categorii. Centroizii agregatelor ar
putea fi părtinitori în favoarea grupelor numeroase. Problema
este corectată prin acordarea de ponderi egale agregatelor care
urmează să fuzioneze, independent de numărul de obiecte din
fiecare ramură sau grup. Aceasta conduce la o fuzionare
ponderată a obiectelor în centroizii agregatelor. La sfârșitul
fiecărui pas, un nou agregat este format și centroidul său este
reprezentat ca centrul geometric al ultimei linii trasate.
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4.5. Metoda minimei varianțe a lui Ward

Seamănă cu metodele centroidului prin faptul că produce o
reprezentare geometrică în cadrul căreia centroizii au rolul
principal. Pentru a produce grupări sau agregate, metoda
minimizează o funcție obiectivă care în acest caz este similară cu
”eroarea pătrată”, utilizată în analiza multivariată a varianței. În R,
funcția hclust( ) din pachetul STATS cu metoda ”ward”
implementează algoritmul cu valoarea reală a distanței, iar funcția
agnes( ) din pachetul CLUSTER cu metoda ”ward” produce
rezultate pentru valoarea pătrată a distanței. Deoarece metoda Ward
minimizează suma de pătrate din interiorul grupului (criteriul erorii
pătrate), agregatele tind să fie hipersferice, adică sferice în spațiul
multidimensional A și să conțină aproximativ un număr egal de
obiecte dacă observațiile sunt distribuite regulat în acest spațiu A.
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5. Agregarea ierarhică divizivă

Prin contrast cu metodele aglomerative, cele divizive
pleacă de la întregul set de obiecte. Pornind de la întregul set,
metodele îl divid în 2 sau mai multe subseturi, după care iau
fiecare subgrup și-l împart din nou, până când se îndeplinește
criteriul ales (mai bine zis, impus) de terminare a procesului.

Metodele divizive funcționează optim numai în manieră
monotetică sau dacă se lucrează într-un spațiu de ordonare. În
acestea obiectele sunt divizate la fiecare pas al procedurii în
relație cu starea unui singur descriptor. Acest descriptor este
ales deoarece reprezintă cel mai bine efectul întregului set de
variabile. Algoritmi politetici au fost dezvoltați, dar sunt
considerați nesatisfăcători în practică.

37



Conf. dr. I. Sîrbu - MDEM / AMV (BA I)

5.1. Metode monotetice
(utilizează un singur descriptor o dată, sau la fiecare pas)

”Analiza de asociere” (Williams & Lambert, 1959) este o astfel de metodă,
care a fost concepută mai întâi pentru date binare (de prezență/absență). În
fiecare etapă se evaluează care dintre descriptori este cel mai mult asociat cu
toți ceilalți. Se calculează câte un χ2 pe tabelul de contingență, pentru fiecare
pereche de descriptori.

Descriptorul Rj Descriptorul Rk

Prezent Absent
Prezent a b
Absent c d n= a+b+c+d
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Formula poate conține corecția lui Yule pentru probe mici.
Valorile lui χ2 pentru fiecare descriptor k sunt însumate:

Cea mai mare valoare identifică descriptorul care este cel
mai puternic relaționat cu toți ceilalți. Prima partiție este
realizată de-a lungul stărilor acestui descriptor; o primă agregare
este realizată pentru obiectele codificate cu 0 pentru acel
descriptor și un al doilea grup pentru obiectele codificate cu 1.
Variabila cu pricina este apoi eliminată și procedura se repetă,
pentru fiecare grup separat. Diviziunea se oprește când numărul
dorit de grupe este atins, sau când suma valorilor de χ2 nu mai
atinge o anumită valoare prag desemnată anterior.
Acest algoritm a suferit modificări și completări în decursul
timpului.
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5.2. Metode politetice (considerate ca nesatisfăcătoare
în practică, ex. cf. Legendre & Legendre, 2012)

Un exemplu este analiza de disimilitudine (Mcnaughton-
Smith et al., 1964) care caută mai întâi obiectul cel mai diferit
de toate celelalte și-l elimină din grupul inițial. Apoi îl caută pe
următorul și pe rând, unul câte unul, diferitele obiecte sunt
eliminate. Obiectele sunt îndepărtate până la un punct la care
distanța dintre agregate nu mai poate crește. Diferiți autori au
dezvoltat distanțe care pot fi utilizate în analiza de
disimilitudine, cum ar fi indicele de singularitate (Hall, 1965)
sau indicele de devianță a lui Goodall (1966). Un dezavantaj
este că o împărțire a obiectelor în două agregate majore poate
de asemenea să despartă membrii unor grupe minore, care nu
mai pot fuziona din nou, cu excepția cazurilor în care se
introduc proceduri speciale în algoritm.
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5.3. Diviziuni în spațiul de ordonare

Aglomerarea divizivă ierarhică politetică eficientă asistată
de calculator se poate realiza prin partiționarea obiectelor în
funcție de poziția lor relativă la axele unui spațiu de ordonare.
Utilizarea analizei componentelor principale (PCA) poate
determina partiționarea unui set de obiecte în 2 grupe: cele care au
valori pozitive de-a lungul primei axe PCA și cele cu valori
negative. Repetarea analizei PCA pentru fiecare dintre aceste
grupe va produce noi partiții, respectiv noi aglomerate. Procesul
este repetat până când se atinge un anumit nivel de rezoluție
(Williams, 1967).
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Lefkovitch (1976) a dezvoltat o metodă de clasificare
pentru un număr foarte mare de obiecte, bazată pe o analiză de
coordonate principale (PCoA = PCO). Dendrograma se
construiește prin axele de coordonate principale succesive,
semnele obiectelor pe axele principale indicând apartenența lor
la unul sau la altul dintre grupurile care se formează la fiecare
pas. Obiectele sunt partiționate în două grupe în funcție de
semnul lor de-a lungul primei axe PCoA; fiecare grup este apoi
divizat în funcție de poziția obiectelor de-a lungul celei de-a
doua axe și așa mai departe.
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Un algoritm diviziv asemănător este utilizat în
TWINSPAN, și este bazat pe o ordonare obținută prin
analiza de corespondență (CA), în loc de PCA sau PCoA
descrise succint anterior.

O metodă alternativă este seriația. În R un grafic (”heat
map”) poate fi produs utilizând funcția hmap( ) din pachetul
SERIATION sau heatmap( ) din STATS.
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6. Partiționarea prin K-medii (K-means)

Partiționarea constă în identificarea unei singure partiții a
unui set de obiecte. Date fiind n obiecte într-un spațiu p-
dimensional, se determină o partiție a elementelor în K grupe sau
agregate, astfel încât obiectele dintr-un grup să fie mai
asemănătoare între ele decât cu obiectele din alte grupuri.
Numărul de grupe K este predeterminat de utilizator (sau poate fi
selectat printr-un algoritm secvențial de optimizare - a se vedea
sursele în R recomandate). Partiționarea K-medii este disponibilă
în diverse funcții în R: kmeans( ) din STATS, cclust( ) din
CCLUST, kkmeans( ) din KERNLAB, KMeans( ) din
RCMDR și cascadeKM( ) din VEGAN; ultima funcție repetă
partiționarea K-medii utilizând un șir de valori pentru K.
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7. Arbori multivariați de regresie (AMR)

Analiza univariată a arborilor de clasificare (AC) se referă
la situațiile în care variabila calitativă de răspuns este prognozată
cu ajutorul unui arbore de decizie, în timp ce în analiza arborilor
de regresie (AR) variabila de răspuns este cantitativă. Analiza
arborilor de clasificare și de regresie (CART acronim de la
classification and regression tree analysis) combină aceste două
proceduri. Un arbore de decizie este o diagramă de prognoză (sau
predictivă) care rezultă dintr-o partiționare recursivă a datelor de
răspuns, cu indicarea influenței variabilelor explicative la fiecare
separare.

Analiza multivariată a arborilor de regresie (AMR sau în
engleză MRT: multivariate regression tree analysis) este o extensie
a CART la date multivariate de răspuns. Ar putea fi prezentată la
analizele multivariate canonice, dar rezultatul ei este un arbore...
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8. Statistica agregărilor

8.1. Conectanța și izolarea

Parametrul statistic fundamental al unui agregat k este
numărul de obiecte din acesta nk. O măsură a densității
relațiilor într-un spațiu A este obținută prin compararea
numărului de obiecte cu numărul de legături dintre acestea.
Densitatea crește cu gradul de conectanță a unui agregat.
Conectanța (Co) poate fi măsurată (Eastabrook, 1966) și variază
între 0 și 1:

unde:
ೖ ೖ
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Day (1977) a propus indici relaționați, cum ar fi indicele de
coeziune, care ia în calcul numai relațiile care depășesc
numărul minim necesar de legături pentru a conecta obiectele
din agregat. Pentru dendrogramele obținute prin gruparea la
cea mai mică distanță sau cel mai apropiat vecin (single
linkage clustering) numărul minim de legături, necesare
pentru a grupa nk obiecte este (nk -1), astfel încât rezultă:

Alte măsurători posibile sunt distanța maximă sau
similaritatea minimă într-un agregat, precum și distanța
medie sau similaritatea medie.
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8.2. Corelația cofenetică și măsuri relaționate

Coeficientul de corelație Pearson calculat între valorile unei
matrici de asemănare (dependență) originală și matricea
cofenetică, excluzând elementele de pe diagonala principală, se
numește corelație cofenetică, corelație de matrici sau statistica
standardizată Mantel. Evaluează în ce măsură rezultatul
agregării corespunde cu matricea de asemănare originală. Dacă
această corespondență este perfectă, valoarea este = 1.

În R, matricea de distanțe cofenetice corespunzătoare
unei agregări ierarhice este calculată cu funcția cophenetic( ) din
pachetul STATS. După aceasta, corelația cofenetică dintre cele
două matrici se poate afla cu cor( ).
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Matricile de corelații sunt utilizate în multe alte aplicații
și metode. Câteodată se preferă utilizarea unui alt coeficient
de corelație decât r, de exemplu cei neparametrici Kendall
tau sau Spearman r (sau cel general Gamma), dacă
interesul este mai degrabă axat pe structura geometrică a
dendrogramei și nu pe lungimea ramurilor.

Corelația cofenetică nu se poate testa pentru
semnificație, deoarece cele două matrici rezultă una din
cealaltă. Dar relația dintre două clasificări ierarhice a unor
seturi diferite de date cu privire la aceleași obiecte (de ex.
compoziția comunităților și descriptorii de mediu), măsurate
prin matrici de corelație sau o altă măsură de consens,
poate fi testată sub aspectul semnificației.
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Alți coeficienți au fost propuși să măsoare gradul sau
măsura de potrivire (goodness-of-fit) între matrici. De
exemplu distanța Gower (DGower) este suma pătratelor de
diferențe dintre valorile matricii originale și matricea
cofenetică:

Această măsură se numește stres 1 (Kendall, 1938) și ia
valori de la 0 la ∞: în forma standardizată este utilizată ca o
măsură de potrivire în scalarea nonmetrică multidimensională
(NMDS). Valori mici indică o potrivire sau o corespondență
ridicată. Are semnificație numai când se compară agregări
rezultate din aceeași matrice de distanțe originare.
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8.3. Validarea clasificării (agregării)

Sunt partițiile, clasificările, relațiile dintre agregate artefacte,
subiective? Există o structură în date, sau agregarea lor este
efectul aplicării unui algoritm oarecare? Sunt modelele
identificate un rezultat al zgomotelor (erorilor) din date sau
ilustrează o imagine justificată a relațiilor dintre obiecte?

Validarea implică metode statistice (prea puțin disponibile în
R sau alte softuri comun utilizate) sau nestatistice (compararea
rezultatelor clasificărilor, caracterizarea lor prin indici de consens
etc.)

Ipoteza nulă generală este:

NU există o structură obiectivă în date!
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Variante:

1. Validarea internă utilizând matricea originală Y. Se
referă la evaluarea consistenței topologice a agregatelor. O
metodă solicită reeșantionarea (colectarea de probe noi), cu sau
fără înlocuire, din matricea originală Y, altfel spus se extrag
subseturi de obiecte la întâmplare (care se pot înlocui sau nu) și se
verifică dacă obiectele astfel eșantionate sunt agregate în
grupele inițiale prin metoda de clasificare aplicată. Există și alte
procedee (de exemplu construirea și testarea de ipoze nule
legate de o anumită distribuție/partiție) dar în toate cazurile NU
se recomandă utilizarea unor proceduri standard de testare a
ipotezelor, așa cum sunt de exemplu cele de ANOVA sau
MANOVA, deoarece ambele ipoteze (nulă și alternativă) se
bazează pe aceleași seturi de date structurate (adică seturile sau
datele NU sunt independente).
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2. Validarea externă prin compararea a două matrici.

Dacă dispunem de o matrice de tip Y (cu variabile de
răspuns) și una de tip X (cu variabile explicative) pentru
aceleași obiecte (sau: obiectele sunt aceleași, descriptorii lor /
variabilele sau seturile de variabile sunt diferite)

O variantă este să construim partiția sau matricile de
dependență între obiecte, separat pentru Y și pentru X,
rezultând două matrici de asociere în spațiul A de același
rang, după care le comparăm utilizând testul Mantel.

Sau: se poate compara matricea cofenetică a lui Y
obținută printr-un algoritm de clasificare, cu matricea de
distanțe/disimilitudini obținută din X, tot cu ajutorul unui test
Mantel.
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Sau: analiza funcției (funcțiilor) discriminante sau
CVA (LDA). Obiectele grupate din Y primesc (sau: sunt
alocate la) clase sau coduri/grupuri. Acestea sunt considerate
ca definind o variabilă dependentă, iar valorile din X sunt
folosite pentru a prognoza acest clase (variabilele lui X sunt
cele independente sau explicative). Se verifică dacă funcțiile
discriminante (regresiile liniare multiple) dintre X și variabila
de clasificare din Y, conduc la rezultate semnificative,
respectiv dacă relațiile sunt legitime (CVA = LDA se va studia
în continuare)

O altă variantă este de a codifica cu variabile binare
întreaga structură a dendrogramei, în același mod ca factorii
ierarhici din ANOVA, iar matricea rezultată este comparată
sau relaționată și testată corespunzător cu matricea X prin
intermediul unei RDA sau CCA (prin metode de ordonare
canonică). 54
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Una dintre idei: (poate) abia cum începem să vedem diversitatea,
posibilitățile și farmecul utilizării mixte a acestor metode.

Clasificarea sau analiza de agregare nu este numai o metodă
simplă, ilustrativă, iar dendrogramele nu sunt în mod necesar
descriptive și perimate. Depinde de modul în care folosim
datele, de ipoteze, de diversificarea și testarea acestora,
de complexitatea ideilor noastre și a modelelor pe care reușim
să le construim și validăm!

Sau: realizați o analiză de ordonare directă (canonică) între
Y și X după bunele și profunde documentatele reguli, fără să mai
construiți matrici de dependență în spațiul A (deci lucrați direct
pe datele matricilor rectangulare, prin RDA sau CCA) 
și identificați/delimitați, pe diagramele de ordonare, agregatele 
sau clasele de obiecte. Acestea și astfel obținute pot fi ulterior
validate printr-una dintre metodele expuse și/sau cunoscute. 
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3. Validarea externă prin compararea a două sau mai multe
matrici Y#, cu aceleași variabile (= obiecte diferite, aceleași
variabile). Se aplică atunci când există posibilitatea
replicărilor. De exemplu grupe de persoane, firme sau lacuri
din diverse condiții sau regiuni geografice sunt utilizate într-o
analiză de clasificare, prin considerarea separată a unor
subseturi (inclusiv un grup per instituție, sau un lac din câte o
regiune), construirea structurilor de agregate și apoi
considerarea altor obiecte (diferite de primele) din aceleași
categorii și repetarea algoritmului, obținând un nou sistem de
clasificare (sau mai multe) care se compară cu cel precedent.
Se pot compara dendrogramele obținute independent. Sau se
consideră clasificarea obținută pe primul set de date (matricea
Y1) ca un model, a cărui validare se caută, prin utilizarea unei
analize discriminante (poate fi o LDA), pentru compararea cu
un al doilea model de clasificare realizat independent (matricea
Y2) reprezentând aceleași categorii de date. 56
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Variantă:

În studii în care datele pot fi divizate în mai multe subseturi,
cu numeroase obiecte analizate, se poate realiza și analiza
replicărilor, în care validarea externă se realizează pe date care
nu sunt observații replicate ale acelorași obiecte. Se realizează o
clasificare pe baza datelor din matricea Y1 (subset al datelor
originale), se determină centroizii grupelor, și se desemnează
aceste coordonate punctelor din Y2 pentru cel mai apropiat
centroid. Apoi obiectele din Y2 sunt clasificate prin același
procedeu, fără a se considera rezultatele din Y1. Cele două
clasificări independente sunt comparate prin utilizarea unei
măsuri de consens.
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4. Validarea externă prin compararea a două sau mai
multe matrici Y1, Y2 ... Yn, pe (cu) aceleași obiecte, dar cu
descriptori diferiți. Există posibilitatea să existe mai multe
grupe de descriptori disponibile pentru aceleași obiecte și se
poate dori realizarea unor analize de agregare, separate,
pentru acestea.

De exemplu: liniile (articolele) sunt anumiți studenți,
matricea Y1 conține rezultatele la diverse examene, Y2
rezultate la teste de aptitudini (fizice și psihice), Y3 modul de
petrecere al timpului liber etc.

Sau putem dispune de date despre diverse grupe de plante
sau insecte (ordine, familii etc.) care trăiesc în anumite
păduri și date cu privire la mediul lor (siturile sunt aceleași,
diferă seturile de descriptori, adică grupele sistematice).
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Se obțin clasificări independente pentru fiecare matrice Y#.
Apoi se calculează indici de consens între diversele clasificări
sau dendrograme. Unul dintre acești indici este coeficientul
cofenetic de corelație. Există și alți indici care consideră numai
topologia clasificării.

O alternativă este calcularea și reprezentarea unei
dendrograme de compromis, numit arbore sau dendrogramă
de consens, care reprezintă ariile de similitudine sau de potrivire
între clasificări. Există teste de semnificație pentru
dendrogamele obținute independent, care descriu relații între
aceleași obiecte.

Pentru validarea agregatelor există pachetul CLVALID în R.
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9. Compararea matricilor

Metodele canonice, asemănător cu regresiile, analizează
relațiile dintre două tabele sau matrici rectangulare (Y1 și
Y2) sau (Y și X), pe când testul Mantel și formele derivate
ale acestuia relaționează și verifică semnificația relației
dintre două matrici de asociere sau de asemănare (A#),
derivate din tabele de date originale; la fel și analiza de
similitudine ANOSIM.

Testul Procust (Procrustes) este diferit: evaluează relațiile
dintre două tabele de date rectangulare, testul derivând din
analiza de rotație procustiană și este prezentat ca o alternativă la
testul Mantel, dar mai există și alte metode de comparare a
matricilor de date originare (rectangulare), care se vor studia
în continuare (la alte secțiuni).
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9.1. Testul Mantel pentru două matrici de asociere

Este utilizat pentru a compara două matrici "A" de
similitudine (S) sau de distanțe (D) calculate pentru aceleași
obiecte, și testează o ipoteză privind relația dintre acestea. Testul
nu trebuie utilizat pentru a testa relații între tabele de date
originare. Tabelele de date, pe care se calculează cele două
matrici de distanțe, trebuie să fie obținute independent unul de
celălalt. Una dintre matrici, însă, poate reprezenta o ipoteză în
loc de un tabel de date reale. De exemplu (Bio...) se pot compara
două matrici de distanțe geografice Dx și de distanțe genetice Dy
pentru aceleași populații (indivizi) pentru a verifica ipoteza
izolării geografice sau altele. În toate cazurile obiectele pe care se
calculează distanțele Dy și Dx trebuie să fie aceleași și aceste n
obiecte să fie redate sau aranjate în aceeași ordine.
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Ipoteza nulă afirmă că distanțele/disimilitudinile dintre
obiectele matricilor Dy și Dx nu sunt relaționate, monton sau
liniar. Ipoteza alternativă afirmă contrariul (distanțele dintre
obiecte în cele două matrici sunt relaționate).

Pe lângă posibilitatea de a compara două matrici de distanțe
obținute pe aceleași date empirice (aceleași obiecte), în mod
independent (variabilele sunt diferite și independente în cele
două matrici), testul poate verifica și gradul de potrivire cu un
model de distanțe fixat a priori. Adică, compară o matrice
empirică de distanțe cu o matrice model (numită și matrice
design sau tipar). Matricea aceasta este construită pentru a
reprezenta modelul care va fi testat, reprezentând ipoteza
alternativă a testului. Și în acest caz, condiția obligatorie este ca
matricile să fie independente. Deși metoda a fost folosită cu
succes, se consiseră că alternativa ei mai modernă, analiza
canonică, este mai puternică și mai robustă.
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Testul simplu Mantel se găsește în R prin funcția
mantel.test( ) din APE și matel.rtest( ) din ADE4.

Pentru teste simple și parțiale Mantel se poate utiliza
mantel( ) din VEGAN, mantel( ) din ECODIST, mantel.test( )
și partial.mantel.test( ) din NCF.
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Analiza (prin rotația) Procust (eng. Procrustes; în română s-a
pierdut un r se pare) propusă de Gower este în mod primar o
metodă canonică de ordonare.

Testul Procust (PROTEST) descris aici este o metodă statistică
de comparare a două matrici rectangulare (Y1 și Y2) cu
privire la (care conțin sau se referă la) aceleași obiecte. În
acest test este corect să punem întrebări cu privire la relațiile
dintre seturile originare de date (tabelele rectangulare), ceea
ce nu este potrivit la testul Mantel.

Un alt test statistic care se poate utiliza în același context este
coeficientul RV (care va fi) descris la Analiza de Coinerție
(CoIA).
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Scopul analizei Procust este de a găsi o ordonare de
compromis între două matrici de date originare, cu aceleași
obiecte pe rânduri, utilizând un algoritm de rotație, până la
potrivire, care minimizează suma pătratelor distanțelor
dintre punctele (obiectele) corespunzătoare a două matrici într-
o ordonare comună. În acea ordonare fiecare obiect are două
reprezentări, câte una din fiecare matrice, astfel încât diagrama
de distribuție (sau de ordonare) permite vizualizarea
diferențelor dintre matricile originale.

În analiza Procust ortogonală sunt considerate două
matrici și acestea sunt potrivite prin mișcări rigide (translație,
rotație și reflexie în oglindă). Analiza generalizată Procust
este o extensie a metodei, aplicată la mai mult de două matrici.
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Testul implică calcularea unui parametru statistic
pentru cele două matrici = m2. Acesta funcționează ca o
măsură de concordanță sau de similaritate între
matricile de date (specii și mediu de exemplu, pe situri);
semnificația parametrului poate fi testată prin
permutări.

În R există funcția protest( ) din VEGAN care
realizează testul de permutări Procust. În Canoco putem
realiza rotația Procust pentru a compara două modele
(rezultatele a două analize) de ordonare și putem
vizualiza diagrama de compromis.
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10. Resurse software

Multe pachete de statistică oferă unelte de analiză de
agregare sau de clasificare: SAS, SPSS, SYSTAT,
STATISTICA etc., pot fi ușor folosite cel puțin pentru
(unele) distanțe și metode de bază care constuiesc
dendrograme, sau partiții de tip K-medii etc.

În R dispunem de mai multe posibilități:
1. Numeroase funcții și pachete sunt disponibile pentru
metodele de agregare. Clasificarea ierarhică se poate
realiza cu funcția hclust( ) din STATS, și agnes( ) din
CLUSTER, utilizând algoritmul aglomerativ general.
Există, la analiza seriilor de timp și în cea spațială, funcții
pentru construirea clasificărilor ierarhice constrânse (altă
dată...). O matrice cofenetică de distanțe corespunzătoare
unei clasificări ierarhice este calculată cu funcția
cophenetic( ) din STATS.
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2. Partiționarea în K-medii este disponibilă în funcțiile
kmeans( ) din STATS, cclust( ) din CCLUST, kkmeans( )
din KERNLAB, KMeans( ) din RCMDR și cascadeKM( )
din VEGAN: ultima funcție repetă automat partiționarea în
K-medii utilizând o gamă de valori pentru K. Dar,
partiționarea în K-medii este numai una dintre metodele
cuprinse într-o clasă mai mare, numită K-centroizi, în care
distanța euclidiană este înlocuită cu alte metrici; de exemplu
utilizarea distanței Manhattan produce clasificarea K-
mediane. Pachetul FLEXCLUST oferă diverse posibilități
de clasificare/agregare, inclusiv funcția kcca( ) care
calculează diverse tipuri de partiții K-centoizi. Pentru alte
distanțe decât cea euclidiană, abordarea în K-centroizi se
numește și partiționarea în jurul medoizilor (partitioning
around medoids; K-medoids method); este implementată în
funcția pam( ) din pachetul CLUSTER.
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3. Analiza de concordanță pentru căutarea de asocieri între
obiecte (clasica analiză de asociere între RV / specii) se
poate realiza cu funcțiile kendall.global( ) și kendall.post( )
din pachetul VEGAN.

4. Funcția clValid( ) din pachetul CLVALID calculează
măsuri de validare pentru rezultatele clasificărilor,
incluzând validare internă și măsuri de stabilitate {atenție
biologii/ecologii: la care se adaugă parametri biologici
(indici) pentru date genetice}.
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Aplicația (Exercițiul) 1 (în R).

Fie 5 indivizi descriși prin 10 criterii pe baza prezenței/absenței
acestora (de ex. sunt/nu sunt bețivi, au/nu au mașini de peste
12000 EUR etc.). Cei 5 indivizi sunt posibili soți pentru fiicele
unora dintre cele 12 matroane care aleg prin AMV potențialii
pretendenți. După lungi dezbateri, matroanele decid să-i compare
pe pretendenți în funcție de criteriile binare, utilizând indicele de
asemănare simplă (Simple matching coefficient) Sokal &
Michener (1958), adică metoda nr. 2 (s2 = (a+d) / (a+b+c+d)),
după care vor să reprezinte grafic relațiile dintre pretendenți sub
forma unei dendrograme obținută la distanță medie neponderată
(= UPGMA).
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A B C D E
i1 1 1 1 0 0
i2 0 1 0 0 0
i3 0 1 1 0 0
i4 1 1 1 1 0
i5 0 0 0 1 0
i6 0 1 0 0 0
i7 0 1 1 0 0
i8 0 0 1 0 1
i9 1 1 1 1 0
i10 0 0 0 0 1

Tabelul de date primare copiat în clipboard (Ex1_01.xlsx):

1 #Exercitiu pentru construirea dendrogramelor pe date binare
2 #Dendrograma la distanta medie neponderata pe valorile indicelui de asemanare simpla
3 ex1<-read.delim("clipboard", row.names=1)
4 ex1
5 library(ade4)
6 ex<-dist.binary(t(ex1),method=2, diag=T)
7 ex
8 library(stats)
9 x<-hclust(ex,method="average")
10 plot(x,h=-1,ylab="distance based on simple matching coefficent", xlab="future slaves",
main="", sub="")

Introducerea datelor, de ex. copiem tabelul de
mai sus (Ctrl+c)

În R-studio tastăm
(răspunsul îl primiți cândva, cu numele:
Ex1_dendro_01.R) :
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După ce rulăm acest script, rezultă: 

Care poate fi cosmetizat (se învață cu altă ocazie), modificat etc. 
și va servi în continuare pentru alimentarea dezbaterii matroanelor...
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Exercițiul 2 (în R) - Utilizarea distanței Gower pe un set heterogen de date 
(variabile de diferite categorii) - fișierul Selected_cars_1970.xlsx
(răspunsul îl primiți cândva, cu numele: Cars_Gower.R)
### Utilizarea distantei Gower pe variabile heterogene (categorii diverse)
### Calcularea matricii de distante si reprezentarea dendrogramei
### Copiati fisierul Selected_cars_1970 pe clipboard (Ctrl+C)
ex_cars<-read.delim("clipboard",row.names=1)
ex_cars
library(FD)
gow.cars<-gowdis(ex_cars, asym.bin=c("vs","am"), ord=c("classic"))
gow.cars
library(stats)
c<-hclust(gow.cars,method="complete")
plot(c,h=-1,ylab="Gower distance", xlab="cars from 1970", main="", sub="", cex=0.6)
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Exercițiul 3. Verificarea naturii euclidiene a matricilor de distanțe

3.1. În cazul primului exercițiu (tastați):
library(ade4)
is.euclid(ex)

# va avea ca efect (raspuns):
>is.euclid(ex)

[1] TRUE

3.2. În cazul exercițiului 2 (matricea obținută prin distanța Gower)
library(ade4)
>is.euclid(gow.cars)

[1] FALSE

Este evident că matricea de distanțe obținută prin indicele de
asemănare dichotomică simplă pe date binare este euclidiană, pe când
cea obținută prin distanța Gower pe variabilele heterogene
(caracteristici ale mașinilor) nu este euclidiană (este o matrice de
disimilitudini).
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Exercițiul 4 - Compararea și testarea a două matrici rectangulare
prin rotația și testul Procust (alte amănunte și grafice le vedem la analizele de 
ordonare canonică) (veți primi cândva rezolvarea: Procust_Unionidae.R)

1. Deschideți fișierul Unionidae_FT.xlsx (l-ați primit la un proiect anterior!);
2. Copiați într-un tabel separat numai variabilele cantitative din tabelul ”Mediu”, adică 
ELEV, FLOW și IMP (dați-i un nume, ex. ”Mediu_numeric”)
3. Copiem variabilele numerice din mediu în R sub numele ”mediu”
4. Copiem tabelul cu valori numerice ale speciilor și îl ducem în R cu numele ”specii”
5. Realizăm rotația și testul Procust, ca mai jos. Ipoteza nulă: nu există nici o relație între 
cele două matrici (rezultatul descrierii obiectelor prin primul grup de variabile este 
independent de celălalt)

# Exemplificare succinta a testului Procust, pe date de mediu si specii din Unionidae
mediu<-read.delim("clipboard", row.names=1)
specii<-read.delim("clipboard", row.names=1)
mediu
specii
library(vegan)
procrustes(specii,mediu)
protest(specii,mediu)

Decizie = respingem ipoteza nulă
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# Exercitu pentru aplicarea testului Mantel
specii<-read.delim("clipboard",row.names=1)
tspecii<-t(specii)
tspecii
ft<-read.delim("clipboard",row.names=1)
ft
library(cluster)
ar.specii<-daisy(tspecii,metric=c("euclidean"), stand=T)
ar.specii
ft.specii<-daisy(ft,metric=c("gower"), stand=T)
ft.specii
library(vegan)
mantel(ar.specii,ft.specii,method="pearson",permutations=999)

Introducem în R:
specii = tabelul Specii din

Unionidae_FT.xlsx
vom lucra cu varianta transpusa
(tspecii)

ft = tabelul cu valorile trasaturilor
functionale ale speciilor (FT)

- calculam matricea de distante
euclidiene standardizate pentru 
tspecii
- calculam matricea de distante
gower pentru tabelul de FT
- testam relatia dintre aceste tabele

Exercițiul 5. Testul Mantel pentru două matrici  ”A” (S/D)
(rezolvarea va fi: Mantel_Unionidae.R)
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http://rpubs.com/abdul_yunus/Kmeans_Clustering

https://www.datanovia.com/en/lessons/k-means-clustering-in-r-algorith-and-practical-examples/

https://www.datanovia.com/en/blog/types-of-clustering-methods-overview-and-quick-start-r-code/

https://www.datanovia.com/en/blog/cluster-analysis-in-r-practical-guide/

https://uc-r.github.io/kmeans_clustering

https://www.datacamp.com/community/tutorials/k-means-clustering-r

https://www.guru99.com/r-k-means-clustering.html

https://www.statmethods.net/advstats/cluster.html

https://data-flair.training/blogs/clustering-in-r-tutorial/

https://rstudio-pubs-static.s3.amazonaws.com/33876_1d7794d9a86647ca90c4f182df93f0e8.html

Tutoriale (analize de agregare și clasificare) - poate aveți nevoie în viitor ...
AICI GĂSIȚI CAM TOT CE DORIȚI!!!


